
Weekly Report

6/20/2016-6/26/2016

Work

• I ﾞnish two exams this week.

• I complete two page poster for VIS2016.

• I read several papers about document clustering by means of matrix factorization.

Plan for next week

• I need to prepare a course representation next week.

Matrix Factorization

对于⽂档聚类[4]等问题，是把⾼维数据进⾏聚类的⽅法，也⾮常类似于降维，
即⼀个⽂档可以有多个⽂档聚类（主题）来表达。给定数据矩阵X = [xij] =
[x1, ..., xn] P Rmˆn，X的每列是样本向量。⾮负矩阵分解（NMF）[2]是⼀种致
⼒于分析数据矩阵元素都⾮负的矩阵分解⽅法。NMF的⽬标是寻找两个⾮负矩
阵U = [uij] P Rmˆt和V = [vij] P Rnˆt⽤来最⼩化下列⽬标函数：

O =
ÿ

i,j

(xij log
xij

yij
´ xij + yij) (1)

U矩阵可以看做是⽂档的t个类，V 矩阵表⽰的是⽂档以这t的类为基的线性组合。

xj «

t
ÿ

k=1

ukvjk (2)

(3)
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其中uk是U的第k列向量。因此每个数据向量xj⽤U的列的线性组合表⽰，⽤V 的
成分进⾏加权。因此U可以认为包含了能够优化对X中数据进⾏线性近似的基。
令zj = [vj1, ..., vjk]

t，zj可以是每个数据点⽤U中新的基进⾏的新表⽰。因为只⽤了
很少的基来表⽰⼤量的数据向量，所以只有当基能够发现数据潜在结构的时候才
会有好的近似[3]。

尽管等式1的⽬标函数关于U和V 分别是凸的，但关于UV 不是凸的。因此期望
找到寻找全局最优的算法是不现实的。Lee Seung[3]提出了如下的迭代更新的算
法：

uik Ð uik

ř

j(xijvjk/
ř

k uikvjk)
ř

j vjk

vjk Ð vjk
ř

i(xijuik/
ř

k uikujk)
ř

j uik

(4)

公式4可以证明上⾯的更新步骤会找到⽬标函数的局部最优解[3]。
NMF寻找基⽤来优化原始数据的线性近似。⼈们希望能够通过寻找更好的基发

现数据的⼏何结构。⼀种⾃然的假设是如果两个数据xj，xs在数据分布的内在⼏何
结构中⾜够近，那么在新的基下表⽰的zj和zs也⾜够近。 LPNMF[1]考虑有N个顶
点的图，每个顶点对应语料库中的⼀个⽂本。如下定义权重矩阵：

Wjs =

"

1, if xj P Np(xs) or xs P Np(xj)
0, otherwise

(5)

其中，Np(xs)代表xs的p最近邻的集合。
我们⽤两个数据在新基上的低维表⽰的散度来刻画“距离”：

D(zj||zs) =
t

ÿ

k=1

(vjk log
vjk
vsk

´ vjk + vsk) (6)

因为我们有zj = [vj1, ..., vjk]
t。因此，下⾯的能够⽤来度量低维表⽰沿数据内在⼏

何结构侧底线变化的光滑性。

R =
1

2

n
ÿ

j,s=1

(D(zj||zs) +D(zs||zj))Wjs

=
1

2

n
ÿ

j,s=1

t
ÿ

k=1

(vjk log
vjk
vsk

+ vsk log
vsk
vjk

)Wjs (7)

通过最⼩化R，我们获得了数据流形上⾜够光滑的条件概率分布。最⼩化R的⼀种
直观解释是，如果xj和xs很近（也就是说Wjs很⼤），zj和zs也离的很近。

给定数据矩阵X = [xij] P Rmˆn，LPNMF⽅法的⽬标是找到两个⾮负矩阵U和V ，
通过最⼩化了下⾯的⽬标函数：

O =
ÿ

i,j

(xij log
xij

yij
´ xij + yij) + λR (8)
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其中Y = [yij] = UV T，λ ą 0是正则参数。
LPNMF的计算复杂度是O(n3)，其中n是样本数。加速局部保形⾮负矩阵分解

[5]（Accelerated LPNMF， A-LPNMF）通过选择p(p ! n)个锚点的⽅式将数据稀
疏的表⽰成锚点的线性组合，解决了LPNMF的计算复杂性问题。 给定了n个样
本x1, ..., xn P Rm，我们试图通过将数据xi压缩为⼏个锚点的线性表⽰。换句话
说，对任意数据点xi，我们的⽬标是找到它的近似表⽰x̂i：

x̂i =
p

ÿ

j=1

zjilj (9)

其中tlju
p
j=1是p个锚点。⼀族好的锚点能够很好的涵盖整个数据集。因此我们⽤

Kmeans算法来⽣成锚点（把聚类中⼼当作锚点）。然后我们⽤zi = [z1i, ..., zli]
T作

为xi的压缩。
⼀个⾃然的假设是如果Lj靠近xj的话zji应该更⼤。如果Lj不在xi的r(ă= l)近

邻内，我们可以通过将zji置为0来强化上述假设。这种限制⾃然的导致了稀疏压
缩。 令N(i)表⽰包含了xi锚点的r最近邻的指标集，也就是说，如果j P N(i)，那
么lj在xi锚点的r最近邻之间。我们依照下⾯来计算zji：

zji =

#

K(xi,lj)
ř

j1 PN(i)K(xi,lj1)
, j P N(i)

0, j R N(i)

(10)

其中K(·)是核函数。我们可以简单的选取最常⽤的⾼斯核：

K(xi, lj) = exp(´
||xi ´ lj||

2

2σ2
) (11)

其中，sigma是核宽参数。
这⼀步计算在我们的AMTG转移矩阵的计算中也⽤到了，对轨迹⽚段聚类

成K个类，然后每个轨迹⽚段可以表达为其相近的c个聚类的距离向量。看起来
这样的⽅法在机器学习中经常⽤到，可以⽤于对⾼维数据的压缩，加快计算效
率。这点在原始⽂献Storyline中应该是体现的⽐较明显，因为对图⽚抽取了⼏千维
的特征，⽽我们AMTG原来的轨迹⽚段的特征维度也就10维。所以另⼀⽅⾯，我认
为可能是为了是的计算转移⽐较有意义，是在不同聚类之间的状态转移，⽽不是
在某⼀个特征上的转移（如，图像像素）。
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